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1. Bevezetés 

Az emberi beszéd bonyolult folyamat, amely sokrétű információt hordoz, és a 

kommunikáció egyik legalapvetőbb eszköze. Az emberi beszédnek mint 

kommunikációs eszköznek elsődleges célja a gondolatok szimbolikus úton történő 

közvetítése a nyelvi tartalom segítségével. Ezenfelül további információkat is képes 

közvetíteni, mint például a beszélő érzelmi állapotát, attitűdjét, és képes utalni a 

beszélő fiziológiai állapotára is, amennyiben az állapot hatással bír a létrejött 

beszédproduktumra, vagyis hatással bír a beszédkeltés folyamatára [1][2][3][4][5][6].  

A beszédkeltés alapvető fiziológiai szervei: a tüdő, a légcső, a gége, a garat, a száj- és 

az orrüreg. Működésüket az agy irányítja. Azok a fiziológiai elváltozások 

detektálhatók a beszédjel feldolgozás alapján, amelyek vagy elváltozást okoznak a 

beszédkeltésért felelős szervekben (megfázás, rákos daganat), vagy az agyi 

működésben okoznak elváltozást (Parkinson-kór vagy depresszió), esetleg egyszerre 

mindkettőben. A kutatásomban a depressziós állapot beszédre gyakorolt hatását és a 

megváltozott akusztikai-fonetikai jellemzők által lehetséges depressziós állapot 

detektálását vizsgáltam. 

A depresszió korunk egyik legelterjedtebb, gyógyítható betegsége [7], ám 

diagnosztizálása szaktudást igényel, és így a kórkép felállítása a társadalom egy szűk 

rétegére hárul. A depresszió súlyossága nagyban befolyásolja az ebben szenvedő 

beteg életminőségét [8]. Depresszió hatására megváltoznak az emberi 

beszédproduktum egyes jellemzői, amelyek számszerűsíthetők és mérhetők. Emiatt 

lehetőség nyílik a depresszió beszédjel alapú gépi detektálásra, ami megkönnyítheti, 

illetve szélesebb körben lehetővé teheti a betegség diagnosztizálását. Ezen okok miatt 

fontos kutatási terület a depressziós állapot beszédjel alapú felismerése és 

súlyosságának becslése.  

2. Áttekintés 

A depresszió egy pszichiátriai betegség, amely a World Health Organization (WHO) 

2012-es felmérése alapján a harmadik leggyakoribb betegség világszerte [9]. A 

klinikai pszichiátria megkülönbözteti a depresszió különböző fajtáit. A depressziós 

állapotot két fő kategória szerint sorolják be: unipoláris és bipoláris depresszió. Az 

unipoláris depresszió, azaz egyfázisú depresszió esetén csak a rossz hangulat irányába 

van eltérés. A bipoláris depresszió esetén mind a rossz, mind pedig a jó hangulat 

túlzott felfokozottsága felváltva bekövetkezik. A fő kategóriákon belül további 
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típusokat definiálnak, ezek közül az unipoláris depresszió esetén főbb típusok a major 

depresszió (klinikai depresszió), illetve a disztímia. A bipoláris depresszió esetén a 

főbb típusok az I. típusú bipoláris más néven mániás depresszió, II. típusú bipoláris 

más néven hipománia, illetve a ciklotímia [10]. A kutatásaim során az unipoláris 

depresszión belül a klinikai depresszió hatását vizsgáltam az emberi beszédre. 

Továbbiakban a klinikai depresszió helyett a depressziót használom az egyszerűség 

kedvéért. 

Már 1921-ben megállapította Emil Kraeplin, a modern pszichológia egyik 

megalapozója, hogy a depressziós állapot hatására megváltozik az emberi beszéd [11]. 

A depresszió és a beszéd kapcsolata az 1980-as évekre már fontos kutatási területnek 

számít, és több akusztikai, illetve fonetikai paramétert kapcsolatba hoztak a 

depresszióval, mint például az átlagos alapfrekvencia érték, az alapfrekvencia 

tartománya, a beszédtempó [12]. Azonban a depresszió gépi detektálása új kutatási 

terület, amit az informatika fejlődése tett lehetővé. Cummins és társai 2015-ös 

folyóiratcikkükben egy átfogó tanulmányt közöltek a beszédjel alapú depresszió 

detektálásához kapcsolódó fontosabb kutatások legfrissebb eredményeiről angol 

nyelv esetében [13]. 

Alapvetően kétféle gépi detektálási módszert alkalmaznak a kutatók: a beszélő 

depressziós állapotának osztályozását, illetve a depresszió súlyosságának a becslését 

regressziós eljárással. Kétosztályos gépi tanuló eljárás tanítása esetén (nem 

depressziós/depressziós) elégséges lehet az orvosi diagnózis megléte a minták 

címkézéséhez, azonban többosztályos osztályozás esetén, ami képes a depressziós 

állapot különböző kategóriáit is elkülöníteni súlyosság alapján, illetve a regressziós 

eljárás esetén, elengedhetetlen valamilyen depressziós állapotot leíró skála.  

A klinikai depresszió súlyosságának leírására két széles körben elterjedt skála létezik: 

a Hammilton skála (HAM-D) [14] és a Beck Depression Inventory (BDI) [15]. Az 

előbbi értékét a szakorvos határozza meg a diagnózis során, míg az utóbbi egy 

önkitöltő teszt. 

A depressziós állapot az agy motorikus működését befolyásolja, emiatt változik a 

depressziós ember beszédproduktuma. A nemzetközi irodalom több beszédparamétert 

is említ, amely a depresszió hatására megváltozik. Azonban abban még nincs általános 

egyezség, hogy melyek az igazán jellemző paraméterek, és az adott 

beszédparamétereket hogyan érdemes mérni. Természetesen a mérési lehetőség 

nagyban függ a beszédadatbázis feldolgozottságától, ami lehet csupán egy egyszerű 
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beszéd/nem beszéd szerinti [16][17], de akár egy pontos beszédhangszintű 

szegmentálása is az adatbázisnak. Az utóbbit értelemszerűen lényegesen 

időigényesebb és költségesebb megvalósítani, emiatt a legtöbb eddigi kutatásban nem 

alkalmaztak beszédhangszintű szegmentálást, viszont ebből kifolyólag egyes 

beszédparamétereket csak pontatlanul, nagyobb szórással tudtak megmérni, illetve 

egyes beszédparaméterek meg sem mérhetők a beszéd szegmentálása nélkül. Talán 

pont ezen okokból kifolyólag egyes beszédparaméterek értékei esetén eltérő 

tendenciákat mértek a kutatók a depresszió hatására [13][18][19][20].  

Egy másik alapvető probléma a különböző kutatásokban, hogy a női és a férfi 

beszédmintákat egyben kezelik. A jelenleg létező depressziós beszédadatbázisok 

viszonylag kisméretűek: 30-160 beszélőtől tartalmaznak beszédmintákat [13], így ha 

külön vizsgálják a nőket és a férfiakat, akkor a vizsgált halmaz mérete tovább 

csökken. Ugyanakkor a saját kutatásaimból kiderült, a beszélő neme nagyban 

befolyásolhatja a beszéd egyes akusztikai-fonetikai jellemző értékeinek a 

megváltozását a depressziós állapot hatására. Ez az új megfigyelésem egyezik a 

depresszióval foglalkozó pszichiáterek megfigyelésével, ugyanis a depresszió hatása 

különbözőképpen mutatkozik meg a férfiak és a nők esetében [21]. Így ha közös 

modellt használunk a nők és a férfiak esetében, az problémát okozhat a depressziós 

állapot felismerésében, ami mindenképpen megoldandó feladat.  

3. Kutatási célkitűzések 

Kutatásaimmal a depresszió beszédre gyakorolt hatásának mélyebb megértéshez, a 

depressziós állapot beszédalapú detektáláshoz és a depressziós állapot súlyosság 

szerinti becsléséhez kívánok hozzájárulni. Konkrét céljaim a kutatás során: 

1) Megvizsgálni a depressziós állapot hatását az emberi beszédre. Olyan akusztikai-

fonetikai paraméterek kiválasztása, amelyek értéke igazolhatóan megváltozik a 

depressziós állapot hatására. 

2) Megvizsgálni gépi tanuló eljárás segítségével, hogy automatikusan, kizárólag a 

beszédjel feldolgozása alapján, milyen pontossággal lehet osztályozni a bemondókat 

depressziós, illetve egészséges állapotuk alapján. 

3) Megvizsgálni gépi tanuló eljárás segítségével, hogy automatikusan, kizárólag 

beszédjel feldolgozás alapján, milyen pontossággal lehet becsülni az egyes bemondók 

depressziós állapotának súlyosságát. 
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4) Megvizsgálni, hogy a depressziós állapot hatásainak a beszédre gyakorolt 

realizációi mennyiben függetleníthetők a beszélő által használt nyelvtől. Milyen 

pontossággal lehetséges automatikusan detektálni, illetve becsülni a depressziós 

állapotot több nyelvre érvényes modell segítségével. 

5) Olyan rendszer kidolgozása és implementálása, amely képes vizsgált személyek 

depressziós állapotának megfigyelésére beszédjel feldolgozás alapján. 

4. Felhasznált adatbázisok és módszertan 

Ebben a fejezetben bemutatom a kutatásaim során felhasznált beszédadatbázisokat, 

eszközöket, illetve az általam használt fontosabb módszereket. 

4.1. Módszertan 

Kutatásom során először statisztikai összehasonlító elemzést végeztem az egészséges 

és depressziós emberek beszédéből kinyert akusztikai-fonetikai jellemzők értékein. A 

statisztikai elemzés segít a depresszió beszédparaméterekre gyakorolt hatásának 

megértésében, másrészt a gépi tanuló eljárások esetében, mint egy gyors jellemző 

kiválasztási algoritmust lehet használni.  

Gépi tanuló eljárások használatával osztályozási és regressziós feladatokat 

valósítottam meg annak érdekében, hogy megvizsgáljam a depressziós állapot 

detektálása, illetve a depresszió súlyossága mekkora pontossággal becsülhető 

automatikusan a beszédből kinyert paraméterek segítségével. 

4.1.1. Kutatásaim során használt programok: 

BME-TMIT-LSA nyelvfüggetlen kényszerített beszédhangszintű szegmentáló: 

beszédhangok és beszédhang határok automatikus jelölésére [22]. 

Praat: hangelemző és annotáló program, akusztikai-fonetikai alapjellemzők mérésére 

[23]. 

LibSVM: SVM/SVR alapú osztályozási és regressziós feladatok megvalósítására 

[24]. 

SPSS_20: statisztikai elemző szoftver, statisztikai vizsgálatok megvalósítására [25]. 

Rapidminer: adatelemző program, aminek segítségével osztályozási és regressziós 

feladatokat valósítottam meg [26]. 
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4.1.2. Depresszió súlyosságának jelölése 

A depresszió súlyosságának leírására a Beck Depression Inventory II (BDI-II) skálát 

használtam [15][27] (továbbiakban BDI-skála), amely az adott személy depressziós 

súlyosságát írja le. A BDI-skála 0-tól 63-ig terjed, ahol a 0 a teljesen egészséges 

állapotot jelöli, míg a 63 a legsúlyosabb depressziós állapotot. A BDI-skála alapján 4 

féle kategóriát különbözetnek meg (1. táblázat). 

1. táblázat. Beck Depression Inventory II kategóriái 

BDI-érték Kategória neve 

0-13 Nem depressziós 

14-19 Enyhe depresszió 

20-28 Közepes depresszió 

29-63 Súlyos depresszió 

 

4.1.3. Statisztikai módszerek 

Kutatásaim során először független kétmintás t-próbát alkalmaztam annak 

vizsgálatára, hogy a depressziós állapot a beszéd mely paramétereinek várható 

értékére van hatással, vagyis a depressziós állapotban lévő személyek mely 

beszédparaméter értékeinek az átlaga mutat szignifikáns különbséget az egészséges 

személyek beszédparamétereihez képest. A t-próba alkalmazása előtt minden esetben 

megvizsgáltam, hogy az adott minta jól közelíthető-e normális eloszlással. Ehhez 

Kolmogorov-Szmirnov-próbát használtam 99%-os szignifikancia szint mellett. A 

kétmintás t-próba használata előtt minden esetben ellenőriztem, hogy a két minta 

szórása egyezőnek tekinthető-e 95%-os szignifikancia szint mellett Levene-próba 

alapján, és ennek a próbának megfelelő t-próbát alkalmaztam. 

Kutatásaim során Pearson korrelációval vizsgáltam, hogy mely beszédparaméterek 

értékei mutatnak szignifikáns korrelációt a depresszió súlyosságát leíró BDI-értékkel. 

4.1.4. Alkalmazott gépi tanuló eljárások 

Kutatásaim során kétféle gépi tanuló eljárást adaptáltam a kutatási céljaim elérése 

érdekében: support vector machine (SVM) és support vector regression (SVR) 

[28][29]. A kétféle gépi tanuló eljáráson kívül kipróbáltam más eljárásokat (knn, 

neurális hálók) is, azonban SVM/SVR eljárásokkal kaptam a legjobb eredményeket, 

feltehetőleg a beszédadatbázis relatív kis mérete miatt. 
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SVM gépi tanuló eljárás segítségével két- (nem depressziós/depressziós), illetve 

négyosztályos (nem depressziós/enyhén depressziós/közepesen depressziós/súlyosan 

depressziós) osztályozási feladatokhoz alkalmas modelleket hoztam létre.  

A depresszió súlyosságának becsléséhez pedig SVR eljárás segítségével regressziós 

feladat megvalósításához alkalmas modelleket hoztam létre. 

Az SVM és az SVR eljárások kernel függvényének és hiperparamétereinek 

megválasztását kimerítő kereséssel végeztem. Kernel függvények közül a lineáris, 

polinomiális (másod és harmadfokú) és rbf kerneleket teszteltem, míg a cost és 

gamma hiperparaméterek értékeinek a 2 hatványait teszteltem -10 és 10 közötti 

tartományban. 

A modellépítés során (tanítás) a jellemzővektorban szereplő akusztikai-fonetikai 

jellemzők értékeit egyenként -1 és 1 közé normáltam. 

4.1.5. Kutatás során vizsgált akusztikai-fonetikai jellemzők 

Korábbi tapasztalataim alapján, a következő akusztikai-fonetikai jellemzőket 

továbbiakban alapjellemzőket vizsgáltam meg a kutatásaim során. Alapfrekvencia 

(f0), jitter, shimmer, első és második formánsfrekvenciák (F1 és F2) és azok 

sávszélességei (B1 és B2), intenzitás, mel-sávos energiaértékek, artikulációs sebesség 

(AS), relatív szünethossz (RSZH) - szünetek hossza a teljes beszédszakasz hosszához 

viszonyítva, tranziens szakaszok aránya (RoT) - a beszéd tranziens szakaszainak 

hossza a teljes beszédszakasz hosszához képest [30]. 

A beszéd egyes akusztikai-fonetikai jellemzőinek az értéke nagyban függhet attól, 

hogy a beszéd mely részén mérjük őket. Emiatt két típusba soroltam a jellemzőket, az 

„I. típus”-ba azokat a jellemzőket soroltam, amelyek nagyban függhetnek a mérési 

helytől (jitter, shimmer, F1, F2, B1, B2, mel-sávos energiaértékek), és ezeket két 

különböző módszerrel is megmértem, amelyeket lejjebb részletezek. A „II. típus”-ba 

azokat jellemzőket soroltam, ahol nem érdemes a kétféle helyfüggő mérést elvégezni 

(f0, intenzitás), illetve azokat a jellemzőket, amelyek beszédhangonként nem 

értelmezettek (AS, RSZH, RoT). 

Az „I. típusú” jellemzők mérése esetén a következő két módszert használtam: 

„a módszer”: beszédhangszintű szegmentálást igénylő módszer, ahol a jellemző 

értékének a számítását ugyanazon beszédhang közepén elhelyezett megfelelő 

időablakban mértem, például „E” magánhangzó (SAMPA jelöléssel) közepén. Majd 

ezekből az értékekből származtattam a statisztikai jellemzőket. Ezekben az esetekben 
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azért az „E” hangot választottam, mivel ez volt a leggyakoribb magánhangzó a 

bemondott szövegben. 

„b módszer”: egyszerű előfeldolgozást igénylő módszer, ahol a jellemző értékének a 

számítását az összes lehetséges helyen kimértem 10 ms-os lépésközzel. Majd ezekből 

az értékekből származtattam a statisztikai jellemzőket.  

Mindkét számítási módszernek megvan a maga előnye és hátránya. A „b módszer” 

esetén nem szükséges bonyolultabb előfeldolgozása a beszédmintának, elég csupán 

egy beszéd/nem beszéd, illetve egy zöngés/nem zöngés meghatározás, ami 

automatikusan is könnyen és elég pontosan elvégezhető, azonban a beszéd 

természetéből adódóan a mért értékeknek így nagyobb lesz a szórásuk mind az 

egészséges, mind a depressziós beszélők esetén. Az „a módszer” esetén kisebb lehet 

a mért paraméter értékének a természetes szórása, így jobban tükrözheti a depressziós 

állapot okozta változást, azonban az automatikus pontos beszédhangszintű 

szegmentálás megnehezítheti a paraméterértékek mérését.  

A „II. típusú” jellemzők mérése esetén az f0-t a zöngés szakaszokon 10 ms-os 

lépésközzel, az intenzitást a teljes beszédszakaszon 10 ms-os lépésközzel, az AS-t, a 

RoT-ot a teljes beszédszakaszon, míg az RSZH-t a teljes felvételen (elhagyva a 

felvétel elején és lévő szüneteket) lett mérve. 

A mért alapjellemzők értékeiből (AS, RSZH és RoT-ot leszámítva, hiszen ezek már 

eleve leíró jellemzők) három származtatott (statisztikai) jellemzőt készítettem: átlag, 

szórás és százalékos tartomány (a mért paraméter értékeinek alsó és felső 1 

százalékának elhagyása után képzett tartománya). A mel-sávos energiaértékeknél 

csak az átlagot vizsgáltam, míg az intenzitás értéke esetén csak a szórást és a 

százalékos tartományt. A beszédmintákat amplitúdó szerint csúcsra normáltam. Egy 

beszédmintából összesen 98 származtatott jellemzőt számoltattam ki (2. táblázat). 
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2. táblázat. Származtatott akusztikai-fonetikai jellemzők száma beszédmintánként 

 Jellemző neve 

Kétféle 

számolási 

módszer 

Átlag Szórás 
Százalékos 

tartomány 

Származtatott 

jellemzők 

száma 

I.
 t

íp
u

sú
 j

el
le

m
z
ő

k
 jitter igen igen igen igen 6 

shimmer igen igen igen igen 6 

F1 igen igen igen igen 6 

F2 igen igen igen igen 6 

B1 igen igen igen igen 6 

B2 igen igen igen igen 6 

mel-sávos 

energiaértékek1 igen igen nem nem 54 

II
. 

tí
p

u
sú

 j
el

le
m

z
ő

k
 

f0 nem igen igen igen 3 

intenzitás nem nem igen igen 2 

RSZH nem 

önmagáb

an leíró 
jellemző 

  1 

AS nem 

önmagáb

an leíró 

jellemző 

  1 

RoT nem 

önmagáb

an leíró 

jellemző 

  1 

 Összesen:     98 
1: 27 mel-sáv került kiszámításra a beszédmintákból 

4.1.6. Statisztikai alapú jellemzővektor kiválasztása 

Mind az SVM mind az SVR pontosságát befolyásolja a megfelelő bemeneti jellemző 

vektor kiválasztása [24], vagyis a zajszerű, nem releváns jellemzők elhagyása. Sokféle 

jellemző kiválasztási módszer létezik [31][32], a kutatásaim során én ezek közül az 

alábbiakat használtam:  

Független kétmintás t-próba alapú jellemző kiválasztást, amikor a depressziós 

állapottal szignifikáns eltérést mutató paramétereket választottam ki. Pearson 

korreláció alapú jellemző kiválasztást, amikor a depressziós állapot súlyosságával 

való szignifikánsan korreláló paramétereket választottam be a jellemzővektorba.  

Ezen eljárások előnye, hogy könnyen megvalósítható és független a később használt 

gépi tanuló eljárástól, a hátránya, hogy nem vizsgálja az egyes paraméterek egymásra 

gyakorolt hatását.  
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A harmadik jellemzővektor kiválasztó algoritmusnak a Fast Forward Selectiont 

(FFS) használtam. Ennek az eljárásnak a lényege, hogy viszonylag gyorsan kiválaszt 

egy, az algoritmus által optimálisnak ítélt n hosszúságú jellemzővektort, ami az 

algoritmus által előállított eltérő hosszúságú szuboptimális jellemzővektorok közül a 

legjobban teljesít az osztályozás, illetve a regressziós eljárás esetében. Az eljárás az 

üres jellemzővektorból indul ki. Az i. lépésben rendelkezésére áll az algoritmus 

szerinti legjobb i-1 hosszúságú jellemzővektor, és ezt bővíti ki a legjobb i hosszúságú 

jellemzővektorra, úgy, hogy megvizsgálja, hogy melyik eddig még fel nem használt 

jellemző hozzáadásával kapható a legjobb pontosan i hosszúságú jellemzővektor.  

A jellemző kiválasztási módszereket együttesen is használtam, például az FFS eljárás 

meggyorsítása érdekében, a bemenő alapjellemző halmazt a Független kétmintás t-

próbával vagy a Pearson korreláció vizsgálattal előválogattam.  

4.1.7. Tesztelési eljárások 

Az adatbázisokban szereplő viszonylag alacsony mintaszám miatt az ilyenkor 

szokásos, teljes keresztvalidációs eljárást (LOOCV – leave-one-out cross validation) 

használtam a tesztelések, az FFS alkalmazása és a hiperparaméterek optimalizálása 

során is. Az eljárás lényege, hogy a rendszer pontosságának a leírására mindegyik 

mintát pontosan egyszer használja fel, mint teszthalmaz, míg a maradék mintákat, 

mint tanítóhalmaz, és így a tesztelő mintákon kapott eredmények írják le a rendszer 

teljes mintahalmazon számított pontosságát. Természetesen az eljárás során a 

teszthalmaz és a tanítóhalmaz metszete mindig üres.  

Emellett egyes esetekben (ekkor mindig külön kiemelem az adott esetnél) használtam 

a szokásos tanító-/tesztelőhalmaz felosztást is, hogy az általam elért eredményeket 

összehasonlíthassam más kutatók által közölt eredményekkel. 

4.1.7. Kiértékelési módszerek 

Az osztályozások kiértékeléséhez tévesztési mátrixot adtam meg, ahol az egyes 

cellákban lévő esetek számát százalékosan adtam meg az eredeti kategória szerint, így 

az átlóban a fedés (recall) értékek kerültek. Ennek a megoldásnak a fő előnye, hogy a 

kétosztályos osztályozás esetén az átlóban a specificitás és szenzitivitás értékek 

olvashatók ki, amelyek az orvosi gyakorlatban az egyik leggyakrabban használt leíró 

jellemzői egy diagnózis pontosságának. Emellett még a pontosságot (accuracy) - jól 

osztályozott minták száma osztva az összes mintával - használtam.  
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Regressziós feladatok pontosságának jellemzésére három leíró jellemzőt használtam, 

amelyek széles körben elterjedtek a regressziós eljárások pontosságának jellemzésére: 

az átlagos hibaértékét (MAE – mean absolute error), az átlagos négyzetes 

hibaértékének a gyökét (RMSE – root mean square error), illetve az eredeti BDI-

értékeknek és az eljárás által becsült BDI-értékeknek a Pearson korrelációs együttható 

értékét. 

4.2. Felhasznált beszédadatbázisok 

Magyar, német és olasz nyelvű depressziós beszédadatbázisokat használtam a 

kutatásaim során. 

A magyar nyelvű beszédminták gyűjtését a Semmelweis Egyetem Pszichiátriai és 

Pszichoterápiás Klinikájával együtt végeztük. A beszédminták gyűjtésénél 

törekedtünk arra, hogy a beszélők lefedjék a depresszió súlyosságának különböző 

fokozatait, az egészséges állapottól az egészen súlyos depresszióig. Erre az 

adatbázisra a későbbiek során mint „Magyar Depressziós Beszédadatbázis” 

hivatkozom. 

A német nyelvű depressziós beszédadatbázis, egy része az „Audio-visual depressive 

language corpus”-nak (AViD-Corpus) [16]. Erre az adatbázisra a későbbiek során, 

mint „Német Depressziós Beszédadatbázis” hivatkozom. 

Az olasz nyelvű depressziós beszédadatbázist a nemzetközi Coala projekt kereteiben 

gyűjtötték az olasz kollégák. Erre az adatbázisra a későbbiek során, mint „Olasz 

Depressziós Beszédadatbázis” hivatkozom. 

Mindhárom adatbázisban a bemondóknak egy rövid mesét ("Az északi szél és a Nap") 

kellett felolvasniuk az anyanyelvükön, ami széles körben elterjedt a különböző beszéd 

vizsgálatokban. A felvételek csendes helyiségben kerültek rögzítésre 44,1 kHz 

mintavételi frekvenciával, 16 bites kvantálással, csiptetős mikrofonnal.  

Az adatbázisba gyűjtött felvételekhez elkészítettem az egyes felvételekhez tartozó 

beszédhangszintű szegmentálást, az általam fejlesztett automatikus szegmentáló 

program (BME-TMIT-LSA nyelvfüggetlen kényszerített beszédhangszintű 

szegmentáló) segítségével. 

Emellett minden felvételhez rögzítésre került a bemondó BDI-skála szerinti értéke. A 

BDI-értékek 0-tól 50-ig fordultak elő a vizsgált adatbázisokban.  
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A 3. táblázatban láthatók a három adatbázisban található bemondók főbb leíró 

jellemzői, míg az 1. ábra mutatja a három adatbázisban szereplő bemondók depresszió 

súlyossága szerinti eloszlásukat a BDI-skála alapján.  

3. táblázat. A három depressziós adatbázis fő jellemzői 

Nyelv 

Bemondók 

száma 

(nők/férfiak) 

Bemondók BDI 

szerinti átlaga és 

szórása 

Bemondók 

életkorának 

átlaga és szórása 

Magyar 127 (79/48) 
14.2 

(+-13.5) 

42.2 

(+-14.4) 

Német 150 (99/51) 
14.9 

(+-11.7) 

31.5 

(+-12.3) 

Olasz 11 (8/3) 
12 

(+-5.2) 

nem állt 

rendelkezésre adat 

 

 

1. ábra. BDI-értékek eloszlása a három depressziós adatbázisban. 
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5. Új eredmények 

I. Téziscsoport: A Depressziós állapot hatásának statisztikai vizsgálata a beszéd 

akusztikai-fonetikai jellemzőire, a Magyar Depressziós Beszédadatbázis 

segítségével. 

I.1. tézis: [B1, C4, C6, C7, J1] Statisztikai úton bizonyítottam, hogy a depressziós 

állapot szignifikáns változást okoz a beszéd egyes akusztikai-fonetikai 

alapjellemzőiből származtatott jellemzők átlagos értékében, az egészséges átlaghoz 

képest. 99%-os szignifikancia szinten az alábbi alapjellemzők származtatott értékei 

mutattak szignifikáns eltérést mindkét nem esetén: shimmer, F1, F2, B1, B2, mel-sávos 

energiaértékek (65-390 Hz és 1330-5190 Hz közöttiek), intenzitás. 

Megvizsgáltam, hogy mely akusztikai-fonetikai alapjellemzők származtatott értékei 

mutatnak szignifikáns eltérést a depressziós és nem depressziós emberek beszédéből 

kinyert paraméterhalmazokat összehasonlítva. A vizsgálatokat nemek szerint külön és 

együttesen is elvégeztem. Mivel a beszéd legtöbb alapjellemzőjének értékét 

jelentősen befolyásolja a beszélő neme, így a nemek szerinti együttes elemzésnél, 

nemek szerint az egészséges minták alapján z-normalizáltam a paraméterek értékeit. 

Az egyes származtatott jellemzők átlagát hasonlítottam össze csoportok szerint 

független kétmintás t-próbával.  

A 4. táblázatban láthatók az „I. típusú” jellemzők közül azok a jellemzők, amelyek 

legalább az egyik nem szerint, legalább az egyik statisztikai függvény szerint 

szignifikáns eltérést mutattak a két csoport között.  

Az 5. táblázatban láthatók a „II. típusú” jellemzők esetén a szignifikáns eltérést 

mutató jellemzők, amelyek legalább az egyik nem szerint, legalább az egyik 

statisztikai függvény szerint szignifikáns eltérést mutattak a két csoport között.  

A vizsgálat eredményeként elmondható, hogy több akusztikai-fonetikai alapjellemző 

származtatott értéke is szignifikáns eltérést mutatott a két csoportot összehasonlítva 

az „I típusú” jellemzőhalmaz esetében. A számítási módszereket („a és b” 

módszer”) összehasonlítva kijelenthető, hogy jellemzően az „a módszerrel” 

számított jellemzők nagyobb szignifikáns eltérést mutattak, mint a „b módszerrel” 

számítottak. Emiatt a későbbi kutatásaimban az „I. típusú” jellemzőknél az „a 

módszert” használtam a jellemző értékeinek kinyeréséhez. 
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4. táblázat. Kétmintás t-próba eredményei az I. típusú akusztikai-fonetikai jellemzők esetében 

Jellemző 
Számítási 

módszer 

Statisztikai 

függvény 

Szignifikancia | Változás iránya 

Együtt Nők Férfiak 

jitter 

“a” 

Átlag ** ↑ ** ↑ - ↑ 

Szórás ** ↑ ** ↑ - ↑ 

Sz. tartomány * ↑ - ↑ * ↑ 

“b” 

Átlag ** ↑ * ↑ - ↑ 

Szórás * ↑ - ↑ - ↑ 

Sz. tartomány - ↑ - ↑ - ↑ 

shimmer 

“a” 

Átlag *** ↑ ** ↑ * ↑ 

Szórás - ↑ - ↑ - ↑ 

Sz. tartomány - ↑ - ↑ - ↑ 

“b” 

Átlag *** ↑ *** ↑ ** ↑ 

Szórás - ↑ - ↑ - ↑ 

Sz. tartomány - ↑ - ↑ - ↑ 

F1 

“a” 

Átlag *** ↓ *** ↓ *** ↓ 

Szórás *** ↑ ** ↑ * ↑ 

Sz. tartomány - ↑ * ↑ - ↑ 

“b” 

Átlag ** ↓ - ↓ ** ↓ 

Szórás - ↓ - ↓ - ↓ 

Sz. tartomány - ↓ - ↓ - ↓ 

F2 

“a” 

Átlag *** ↓ ** ↓ ** ↓ 

Szórás - ↑ - ↑ - ↑ 

Sz. tartomány - ↑ - ↑ - ↑ 

“b” 

Átlag * ↓ - ↓ - ↓ 

Szórás * ↑ - ↑ - ↑ 

Sz. tartomány - ↑ * ↓ - ↑ 

B1 

“a” 

Átlag *** ↑ ** ↑ *** ↓ 

Szórás *** ↑ *** ↑ *** ↓ 

Sz. tartomány *** ↑ ** ↑ ** ↓ 

“b” 

Átlag - ↑ - ↑ - ↓ 

Szórás - ↑ - ↑ - ↓ 

Sz. tartomány - ↑ - ↑ - ↓ 

B2 

“a” 

Átlag *** ↑ ** ↑ ** ↑ 

Szórás * ↑ - ↑ ** ↑ 

Sz. tartomány * ↑ - ↑ *** ↑ 

“b” 

Átlag *** ↑ *** ↑ - ↑ 

Szórás - ↑ - ↑ - ↑ 

Sz. tartomány - ↑ - ↑ - ↑ 

„alacsony” mel-sávos 

energiaértékek1 

“a” Átlag 
** 

(65-492Hz) 
↑ 

** 

(65-603 Hz) 
↑ 

** 

(65-390 Hz) 
↑ 

“b” Átlag 
** 

(65-390 Hz) 
↑ 

** 

(65-390 Hz) 
↑ 

** 

(65-214 Hz) 
↑ 

„magas” mel-sávos 

energiaértékek1 

“a” Átlag 
** 

(1330-6330 Hz) 
↓ 

** 

(1330-6330 Hz) 
↓ 

** 

(1330-5187 Hz) 
↓ 

“b” Átlag 
** 

(1330-5734 Hz) 
↓ 

** 

(1330-5734 Hz) 
↓ 

** 

(1330-4688 Hz) 
↓ 

1: a „Szignifikancia” oszlopban zárójelek között feltűntettem, hogy a szignifikáns 

eltérését (p<0.01) mekkora tartományban kaptam  

- : nem szignifikáns; * : p < 0.05; ** : p< 0.01; *** : p<0.001 

Továbbiakban a vizsgálatból az is megállapítható, hogy a nagyobb átlag, szórás és 

százalékos tartomány értékek jellemezték a depressziós csoportot a jitter, shimmer, 

B1 és B2 esetében, míg kisebb átlag érték jellemezte a depressziós csoportot F1 és F2 

esetében. A mel-sávos energiaértékek esetében az alsó tartományokban (65-390 Hz 
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között) magasabb értékek jellemezték a depressziós csoportot, míg a felső 

tartományokban (1330-5190 Hz között) ennek ellenkezője volt megfigyelhető. 

5. táblázat. Két mintás t-próba eredményei az II. típusú akusztikai-fonetikai jellemzők esetében 

Jellemző 
Statisztikai 

függvény 

Szignifikancia | Változás iránya 

Együtt Nők Férfiak 

f0 

Átlag ** ↓ ** ↓ * ↓ 

Szórás * ↓ * ↓ * ↓ 

Sz. tartomány * ↓ * ↓ * ↓ 

intenzitás 
Szórás *** ↓ *** ↓ *** ↓ 

Sz. tartomány *** ↓ *** ↓ ** ↓ 

AS nincs ** ↓ * ↓ ** ↓ 

RSZH nincs * ↑ * ↑ ** ↑ 

RoT nincs * ↓ * ↓ * ↓ 

- : nem szignifikáns; * : p < 0.05; ** : p< 0.01; *** : p<0.001 

A „II. típusú” jellemzők esetében az összes vizsgált jellemző, mindkét nem esetében 

szignifikáns eltérést mutatott a két csoport között. A depressziós csoportra a kisebb 

artikulációs sebesség és tranziens arány és a magasabb relatív szünetek hossza volt 

jellemző. Emellett a depressziós csoportot még az alapfrekvencia kisebb átlagos 

értéke, szórása és kisebb százalékos tartománya, illetve az intenzitás kisebb szórás 

értéke és százalékos tartománya jellemezte. 

I.2. tézis: [J1] Statisztikai úton bizonyítottam, hogy a beszéd egyes akusztikai-

fonetikai alapjellemzőinek származtatott értékei szignifikáns korrelációt mutatnak 

mindkét nem esetében a beszédminta depresszió súlyosságát leíró Beck Depression 

Inventory (BDI) skálán mért értékével. 99%-os szignifikancia szinten az alábbi 

alapjellemzők mutattak szignifikáns korrelációt mindkét nem esetén: shimmer, F1, B2, 

mel-sávos energiaértékek (65-390Hz; 1518-4688Hz), intenzitás. 

Korreláció vizsgálatot végeztem a beszédminták BDI-skálán mért értékei és az 

akusztikai-fonetikai alapjellemzők azon származtatott értékei között, amelyeknél 

szignifikáns különbséget kaptam a depressziós és nem depressziós csoportok között 

az I.1. tézisben. A vizsgálatot Pearson korreláció módszerrel nemek szerint együtt és 

elkülönítve végeztem. Az együttes vizsgálat esetén nemek szerint normalizáltam a 

jellemzőket az I.1. tézisben leírtak szerint. Azok az alapjellemzők, amelyek legalább 

95%-os szignifikancia szint mellett szignifikáns korrelációt mutattak a depresszió 

súlyosságát leíró BDI-értékkel legalább az egyik nem esetén, a 6. táblázatban láthatók.  
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6. táblázat. Akusztikai-fonetikai alapjellemzők és a BDI-értékek Pearson féle korrelációja 

Jellemző 
Korreláció értéke | Szignifikanciaszint 

Együtt Nők Férfiak 

jitter átlaga 0.22 * 0.25 * 0.2 * 

jitter szórása 0.22 * 0.26 * 0.19 * 

shimmer átlaga 0.34 ** 0.3 ** 0.43 ** 

shimmer szórása 0.24 ** 0.35 ** 0.2 * 

F1 átlaga -0.6 ** -0.62 ** -0.62 ** 

F1 szórása -0.25 ** -0.29 ** -0.2 - 

F2 átlaga -0.29 ** -0.27 * -0.36 * 

B1 átlaga -0.31 ** -0.27 * -0.39 ** 

B1 szórása -0.37 ** -0.44 ** -0.36 * 

B1 sz. tartománya -0.33 ** -0.34 ** -0.36 * 

B2 átlaga 0.32 ** 0.28 ** 0.41 ** 

B2 szórása 0.23 ** 0.1 - 0.44 ** 

B2 sz. tartománya 0.25 ** 0.05 - 0.5 ** 

„alacsony” mel-sávos 

energiaértékek1 

0.54 -0.38 

(65-390 Hz) 
** 

0.51 - 0.36 

(65-492 Hz) 
** 

0.58 - 0.41 

(65-390 Hz) 
** 

„magas” mel sávos 

energiaértékek1 

-0.47 - -0.37 

(1330-5735 

Hz) 

** 

-0.43 - -0.37 

(1518-4688 

Hz) 

** 

-0.53 - -0.37 

(1518-4688 

Hz) 

** 

f0 átlaga -0.25 ** -0.32 ** -0.15 - 

f0 Sz. tartománya -0.35 ** -0.55 ** -0.23 * 

intenzitás szórása -0.51 ** -0.54 ** -0.46 ** 

intenzitás sz. 

tartománya 
-0.53 ** -0.58 ** -0.44 ** 

AS -0.29 ** -0.22 * -0.54 ** 

RSZH 0.25 ** 0.23 * 0.28 * 

RoT -0.28 ** -0.27 * -0.34 * 
1: a „Korreláció értéke” oszlopban zárójelek között feltűntettem, hogy a szignifikáns 

korrelációt (p<0.01) mekkora tartományban kaptam 

-: nem szignifikáns; *: p < 0.05; **: p< 0.01; ***: p<0.001 

A vizsgált alapjellemzők közül 99%-os szignifikancia szinten a B2 átlaga, a shimmer 

átlaga, az F1 átlaga, az intenzitás szórása és százalékos tartománya, és a mel-sávos 

energiaértékek mutattak szignifikáns korrelációt a BDI-értékekkel mindkét nem 

esetében, bár maga a korreláció mértéke nem mondható kifejezetten erősnek (±0.37 -

±.58). A kapott eredményeket összehasonlítva az I.1 tézisben kapott eredményekkel, 

azt a következtetést lehet levonni, hogy bár több alapjellemző származtatott értéke is 

szignifikánsan megváltozik a depresszió hatására, ugyanakkor a depresszió 

súlyosságával való lineáris kapcsolatuk már nem olyan erős.  
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II. Téziscsoport: Depressziós állapot detektálásának vizsgálata beszédjel 

feldolgozása alapján, support vector machine (SVM) gépi tanuló eljárás 

használatával, a Magyar Depressziós Beszédadatbázis segítségével. 

II.1. tézis: [C4, J1] Kimutattam, hogy SVM gépi tanuló eljárás alkalmazásával 

depressziós és egészséges beszélőktől származó beszédminták egymástól 

elkülöníthetők, továbbá a depresszió négyfokozatú súlyossága szerinti osztályozás is 

megvalósítható. Kétosztályos osztályozás esetén 68%-os pontosságot, négyosztályos 

osztályozás esetén 52%-os pontosságot értem el, a Magyar Depressziós 

Beszédadatbázison, az akusztikai-fonetikai alapjellemzőkkel és nemek szerinti közös 

modellel. 

Két- (nem depressziós/depressziós), illetve négyosztályos (nem depressziós/enyhén 

depressziós/közepesen depressziós/súlyosan depressziós) osztályozási modelleket 

hoztam létre SVM gépi tanuló eljárást használva. 

A jellemzővektor kialakításában az összes akusztikai-fonetikai alapjellemzőt 

felhasználtam, és közös modellt alakítottam ki nőkre és férfiakra. Mivel a nők és a 

férfiak egyes beszédjellemzőinek értékei nagyban különbözhetnek, a jellemzők 

értékeit nemek szerint normáltam, a nem depressziós minták alapján az I.1 tézisben 

leírtaknak megfelelően.  

A modellek tesztelésével előállított tévesztési mátrixok a 7. táblázatban láthatók a 

kétosztályos modell esetén, és a 8. táblázatban láthatók a négyosztályos osztályozási 

modell esetén. 

7. táblázat. Kétosztályos osztályozás tévesztési mátrixa, nemek szerinti közös modellel, az akusztikai-

fonetikai alapjellemzők alapján  

 
Osztályozott kategória 

Nem depressziós Depressziós 

E
re

d
et

i 
k

a
te

g
ó

ri
a

 

Nem depressziós 65% 35% 

Depressziós 27% 73% 
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68%-os pontosságot értem el (7. táblázat) kétosztályos osztályozás esetén nemek 

szerinti közös modellel az összes alapjellemzőt felhasználva. 

8. táblázat. Négyosztályos osztályozás tévesztési mátrixa, nemek szerinti közös modellel, 

az akusztikai-fonetikai alapjellemzők alapján 

 Osztályozott kategória 

Nem 

depressziós 

Enyhén 

depressziós 

Közepesen 

depressziós 

Súlyosan 

depressziós 

E
re

d
et

i 
k

a
te

g
ó

ri
a

 

Nem 

depressziós 
64% 28% 7% 1% 

Enyhén 

depressziós 
29% 21% 21% 29% 

Közepesen 

depressziós 
14% 15% 43% 28% 

Súlyosan 

depressziós 
11% 4% 45% 40% 

 

52%-os pontosságot értem el (8. táblázat) négyosztályos osztályozás esetén nemek 

szerinti közös modellel az összes akusztikai-fonetikai alapjellemzőt felhasználva. 

Ezekre az eredményekre (7. táblázat és 8. táblázat) a későbbi kutatásaimban, mint 

„kiindulási eredmények” hivatkozom. 

II.2. tézis: [J1] Kimutattam, hogy statisztikai alapú jellemzővektor kiválasztással akár 

12% relatív hibacsökkenés is elérhető a kétosztályú osztályozás esetében, és akár 11% 

relatív hibacsökkenés is elérhető a négyosztályú osztályozás esetében a Magyar 

Depressziós Beszédadatbázison, az akusztikai-fonetikai alapjellemzőkkel kapott 

eredményekhez képest. 

A II.1. tézisben bemutatott modelleket úgy módosítottam, hogy a jellemzővektor 

kialakítása során, azokat az akusztikai-fonetikai jellemzőket használtam fel csupán, 

amelyek 95%-os szignifikáns eltérést mutattak mindkét nem esetén. Fontos 

megjegyeznem, hogy a 95%-os szignifikancia szint megválasztása önkényes volt, 

azonban az eredmények alapján egyértelműen látszik, hogy egy jó kiindulási alap egy 

későbbi optimalizáláshoz.  
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A modellek tesztelésével előállított tévesztési mátrixok a 9. táblázatban láthatók a 

kétosztályos modell esetén, és az 10. táblázatban láthatók a négyosztályos modell 

esetén. 

9. táblázat. Kétosztályos osztályozás tévesztési mátrixa, nemek szerinti közös modellel, 

válogatott akusztikai-fonetikai jellemzők alapján  

 Osztályozott kategória 

Nem depressziós  Depressziós 

E
re

d
et

i 
k

a
te

g
ó

ri
a

 

Nem depressziós 72% 28% 

Depressziós 29% 71% 

 

72%-os pontosságot értem el (9. táblázat) kétosztályos osztályozás esetén nemek 

szerinti közös modellel statisztikai jellemző kiválasztási módszerrel. A „kiindulási 

eredményhez” viszonyítva 12,5%-os relatív csökkenést értem el a hibásan 

osztályozott személyek számában (7. táblázat és 9. táblázat). 

10. táblázat. Négyosztályos osztályozás tévesztési mátrixa, nemek szerinti közös modellel, 

válogatott akusztikai-fonetikai jellemzők alapján 

 Osztályozott kategória 

Nem 

depressziós 

Enyhén 

depressziós 

Közepesen 

depressziós 

Súlyosan 

depressziós 

E
re

d
et

i 
k

a
te

g
ó

ri
a

 

Nem 

depressziós 
72% 21% 7% 0% 

Enyhén 

depressziós 
36% 36% 21% 7% 

Közepesen 

depressziós 
24% 19% 36% 21% 

Súlyosan 

depressziós 
18% 22% 19% 41% 
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57%-os pontosságot értem el (10. táblázat) négyosztályos osztályozás esetén nemek 

szerinti közös modellel statisztikai jellemző kiválasztási módszerrel. A „kiindulási 

eredményhez” viszonyítva 11%-os relatív csökkenést értem el a hibásan osztályozott 

személyek számában (8. táblázat és 10. táblázat). 

A modellek tesztelése alapján kijelenthető, hogy a statisztikai jellemző kiválasztási 

módszerrel akár jelentős javulás  is elérhető. 

II.3. tézis:[J1] Kimutattam, hogy nemek szerint külön létrehozott és statisztikai 

jellemző kiválasztással optimalizált modellek alkalmazása jelentősen javítja a 

depresszió osztályozási pontosságát. Az optimalizált modellel 56% relatív csökkenést 

értem el a hibásan osztályozott személyek számában a kétosztályú osztályozás 

esetében, és 35% relatív csökkenést értem el a hibásan osztályozott személyek 

számában a négyosztályú osztályozás esetében, a Magyar Depressziós 

Beszédadatbázison, az akusztikai-fonetikai alapjellemzőkkel kapott eredményekhez 

képest. 

A II.2. tézisben bemutatott modelleket úgy módosítottam, hogy nemek szerint eltérő 

jellemzővektorokat alakítottam ki az I.1 tézisben bemutatott statisztikai vizsgálat 

eredménye alapján, vagyis az adott nem szerint szignifikáns (95%) különbséget 

mutató paramétereket választottam ki, és így nemek szerint eltérő modelleket hoztam 

létre. 

Az osztályozási modellek tesztelésével előállított tévesztési mátrixok a 11. 

táblázatban láthatók a kétosztályos modell esetén, és az 12. táblázatban láthatók a 

négyosztályos modell esetén. 

11. táblázat. Kétosztályos osztályozás tévesztési mátrixa, nemek szerinti eltérő modellel, 

válogatott akusztikai-fonetikai jellemzők alapján 

 Osztályozott kategória 

Nem depressziós  Depressziós 

E
re

d
et

i 
k

a
te

g
ó

ri
a

 

Nem depressziós 

 

88% 

(nők:84%, férfiak: 93%) 

 

12% 

(nők: 16%, férfiak: 7%) 

Depressziós 

 

16% 

(nők: 20%, férfiak: 10%) 

 

84% 

(nők: 80%, férfiak: 90%) 
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86%-os pontosságot értem el (11. táblázat) kétosztályos osztályozás esetén nemek 

szerinti eltérő modellel statisztikai jellemző kiválasztási módszerrel, 92%-os volt a 

pontosság a férfiak esetében, 82%-os volt a pontosság a nők esetében. A „kiindulási 

eredményhez” viszonyítva 56%-os relatív javulást értem el a hibásan osztályozott 

személyek számában (7. táblázat és 11. táblázat). 

12. táblázat. Négyosztályos osztályozás tévesztési mátrixa, nemek szerinti eltérő modellel, 

válogatott akusztikai-fonetikai jellemzők alapján 

 Osztályozott kategória 

Nem 

depressziós 

Enyhén 

depressziós 

Közepesen 

depressziós 

Súlyosan 

depressziós 

E
re

d
et

i 
k

a
te

g
ó

ri
a

 

Nem 

depressziós 

 

87% 

(nők: 89%, 

férfiak: 85%) 

 

10% 

(nők:10%, 

férfiak: 10%) 

 

3% 

(nők:2%, 

férfiak: 4%) 

0% 

Enyhén 

depressziós 

 

33% 

(nők: 30%, 

férfiak: 40%) 

 

40% 

(nők: 40%, 

férfiak 40%) 

 

27% 

(nők: 30%, 

férfiak 20%) 

0% 

Közepesen 

depressziós 

 

7% 

(nők11%, 

férfiak 0%) 

 

20% 

(nők:11%, 

férfiak 33%) 

 

53% 

(nők:55%, 

férfiak 50%) 

 

20% 

(nők:22%, 

férfiak: 17%) 

Súlyosan 

depressziós 

 

8% 

(nők:6%, 

férfiak 11%) 

 

12% 

(nők13%, 

férfiak 11%) 

 

36% 

(nők:50%, 

férfiak: 11%) 

 

44% 

(nők:31%, 

férfiak: 67%) 

 

69%-os pontosságot értem el (12. táblázat) négyosztályos osztályozás esetén nemek 

szerinti eltérő modellel statisztikai jellemző kiválasztási módszerrel. 74%-os volt a 

pontosság a férfiak esetében, 66%-os volt a pontosság a nők esetében. A „kiindulási 

eredményhez” viszonyítva 35%-os relatív javulást értem el a hibásan osztályozott 

személyek számában (8. táblázat és 12. táblázat). 

Az eredmények alapján kijelenthető, hogy az eltérő modell használata nemek szerint 

jelentős javulást eredményez.  
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III. Téziscsoport: A depresszió súlyosság szerinti becslésének vizsgálata a 

beszédjel különböző típusú előfeldolgozása alapján, support vector regression 

(SVR) gépi tanuló eljárás használatával, a Magyar Depressziós Beszédadatbázis 

segítségével. 

III.1. tézis: [C5] Kimutattam, hogy SVR gépi tanuló eljárás alkalmazásával a beszélő 

depressziós állapotának súlyossága becsülhető egyszerű (beszédhangszintű 

szegmentálást nem igénylő) akusztikai-fonetikai jellemzőkkel. A modelleket nemek 

szerint elkülönítve, statisztikai jellemző kiválasztással optimalizált módon hoztam 

létre. Az elért átlagos négyzetes hiba gyökére (RMSE) 8,4, míg az átlagos hibára 6,7 

(MAE) értékeket kaptam. 

SVR gépi tanuló eljárás használatával regressziós modellt hoztam létre külön női és 

férfi beszélőkre, ami a beszéd jellemzői alapján becsli a beszélő depressziós 

súlyosságának mértékét a BDI-skála szerint.  

A jellemzővektor kialakításában kizárólag az olyan alapjellemzőket használtam fel, 

amelyek szignifikáns korrelációt mutattak a BDI-skálával, külön a női vagy a férfi 

beszélők esetében, és az értékük beszédhangszintű szegmentálás nélkül 

kiszámíthatók, így az I.2. tézisben bemutatott jellemzők értékeit a „b módszerrel” 

számíttattam ki. Az így kialakított jellemzőhalmazból FFS jellemző kiválasztási 

algoritmussal választottam ki a végleges jellemzővektort. 

A beszédhangszintű szegmentálás nélkül kinyert akusztikai-fonetikai jellemzőkkel 

épített modell pontosságnak leíró jellemzői a 13. táblázatban láthatók. A 2. ábra 

mutatja az az egyes beszélők eredeti és becsült BDI-értékeit.  

13. táblázat. Depresszió súlyosság becslésének hibája beszédhangszintű szegmentálás 

használata nélkül 

 Együtt Nők Férfiak 

MAE 6,76 7,10 6,20 

RMSE 8,37 8,70 7,80 

Pearson korreláció 0,79 0,73 0,79 
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2. ábra. A regressziós modellel becsült, és az eredeti BDI-értékek összehasonlítása, ha a 

modell építéséhez használt akusztikai-fonetikai jellemzők a „b” módszer alkalmazásával 

lettek számítva. 

III.2. tézis: [C5] A beszédhangszintű feldolgozással végzett jellemzőkinyerés javít a 

becslés pontosságán. Az egyszerű előfeldolgozással mérhető (beszédhangszintű 

szegmentálás nélküli) akusztikai-fonetikai jellemzőkkel kialakított modellel elért 

eredményhez képest 25%-os relatív csökkenést értem el az RMSE hibaértékben, és 

29%-os relatív csökkenést értem el a MAE hibaértékben.  

A III.1. tézisben bemutatott regressziós eljárást úgy módosítottam, hogy az I. típusú 

akusztikai-fonetikai jellemzőket az „a módszerrel” számítottam ki. Vagyis a 

jellemzők kiszámíttatásához felhasználtam az automatikus beszédhangszintű 

szegmentáló kimenetelét. 

A beszédhangszintű szegmentálás feldolgozásával nyert akusztikai-fonetikai 

jellemzőkkel épített modell pontosságnak leíró jellemzői a 14. táblázatban láthatók. 

A 3. ábra mutatja az az egyes beszélők eredeti és becsült BDI-értékeit.  
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14. táblázat. Depresszió súlyosság becslésének hibája beszédhangszintű szegmentálás 

felhasználásával 

 Együtt Nők Férfiak 

MAE 5,1 5,7 4,1 

RMSE 6,3 7 5 

Pearson korreláció 0,89 0,87 0,92 

 

 

3. ábra. A regressziós modellel becsült és az eredeti BDI-értékek összehasonlítása, ha a 

modell építéséhez használt akusztikai-fonetikai jellemzők az „a módszer” alkalmazásával 

lettek számítva. 

A III.1. tézisben bemutatott eredményekhez képest a MAE esetében 29%-os relatív 

csökkenést értem el, a RMSE estében 25%-os relatív csökkenést értem el, míg a 

Perason korrelációs együttható esetében 11%-os relatív javulást értem el a pontosabb 

előfeldolgozó eljárás használatával (beszédhang szintű szegmentálás használatával).  
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IV. Téziscsoport: A Depressziós állapotot tükröző akusztikai-fonetikai jellemzők 

nyelvfüggőségének vizsgálata különböző nyelvű depressziós 

beszédadatbázisokon 

IV. 1. tézis: [B1, C3, J1] Statisztikai úton kimutattam, hogy az alkalmazott akusztikai-

fonetikai jellemzőkészletből kiválasztható olyan részhalmaz, amely magyar és német 

nyelv esetén is szignifikáns korrelációt mutat a beszélők depressziós állapotuk szerinti 

súlyosságával. Az alábbi jellemzők mutattak 95%-os szignifikancia szinten 

szignifikáns korrelációt mindkét nem esetén: f0, jitter, shimmer, B2, intenzitás, AS, 

RSZH, RoT. 

Korreláció vizsgálatot végeztem a beszélők BDI-skálán mért értékei és a beszédükből 

kinyert akusztikai-fonetikai alapjellemzők értékei között. A vizsgálatot Pearson 

korreláció módszerrel a Magyar Depressziós Adatbázison és a Német Depressziós 

Adatbázison külön-külön és a két adatbázis egyesítésén is elvégeztem nemek szerint 

elkülönítve. Azok az alapjellemzők, amelyek legalább 95%-os szignifikancia szint 

mellett szignifikáns korrelációt mutattak a depresszió súlyosságát leíró BDI-értékkel 

mindhárom vizsgált adatbázis esetében a 15. táblázatban láthatók. 

15. táblázat. Az akusztikai-fonetikai alapjellemzők és a BDI-értékek közötti korreláció 

elemzés eredményei a magyar és a német beszélők esetében 

 

Korrelációs együttható mértéke | Szignifikancia szint 

Német Magyar Német + Magyar 

Nők Férfiak Nők Férfiak Nők Férfiak 

B2 átlaga 0.19 * 0.39 * 0.28 ** 0.41 ** 0.32 ** 0.41 ** 

B2 szórása 0.12 - 0.24 * 0.10 - 0.44 ** 0.13 - 0.35 ** 

jitter átlaga 0.19 * 0.18 * 0.25 * 0.2 * 0.2 * 0.2 * 

jitter szórása 0.17 * 0.38 * 0.26 * 0.19 * 0.17 * 0.22 * 

shimmer 

átlaga 
0.24 * 0.19 * 0.3 ** 0.43 ** 0.25 ** 0.22 ** 

shimmer 

szórása 
0.21 * 0.19 * 0.35 ** 0.2 * 0.22 ** 0.19 * 

AS 
-

0.64 
** 

-

0.23 
* 

-

0.22 
* 

-

0.54 
** 

-

0.28 
* 

-

0.41 
** 

f0 sz. 

tartománya 

-

0.38 
* 

-

0.45 
** 

-

0.55 
** 

-

0.23 
* 

-

0.49 
** 

-

0.32 
** 

intenzitás 

szórása 

-

0.23 
* 

-

0.32 
* 

-

0.54 
** 

-

0.46 
** 

-

0.26 
* 

-

0.27 
** 

RSZH 0.34 ** 0.21 * 0.23 * 0.28 * 0.19 * 0.26 * 

RoT 
-

0.17 
* 

-

0.32 
* 

-

0.27 
* 

-

0.34 
* 

-

0.20 
* 

-

0.21 
* 

- : nem szignifikáns; * : p < 0.05; ** : p< 0.01; *** : p<0.001 
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A következő akusztikai-fonetikai alapjellemzők mutattak szignifikáns korrelációt a 

BDI-értékkel (11. táblázat): B2, shimmer, jitter, artikulációs sebesség (AS), 

alapfrekvencia (f0), intenzitás, relatív szünethossz (RSZH), RoT. 

A vizsgálat alapján kijelenthető, hogy a depressziós állapot hatása hasonló módon 

jelenik meg a fenti akusztikai-fonetikai jellemzők értékében (15. táblázat) a vizsgált 

két nyelv (német és magyar) esetében. 

IV.2. tézis: [B1, C1, C2, C3, J1, J2] Megmutattam, hogy lehetséges olyan SVR alapú 

regressziós modell létrehozása, amely megfelelő jellemző kiválasztási algoritmus 

használatával, a tanító beszédmintáktól eltérő anyanyelvű beszélők (vizsgált nyelvek: 

magyar, német, olasz) depressziós állapotának becslésére is alkalmas. 

SVR gépi tanuló eljárás használatával több regressziós modellt is létrehoztam minden 

esetben külön női és férfi beszélőkre, a depresszió nyelvek közötti becslésének 

pontosságának vizsgálatára. Vizsgálataim során kétféle tesztelési eljárást 

alkalmaztam, az egyik esetben az aktuálisan vizsgált adatbázist (adatbázisokat) 

felosztottam tanító- és tesztelőhalmazra (normál), a másik esetben a már korábban is 

használt teljes keresztvalidációs kiértékelést használtam (LOOCV). A megvalósított 

modellek tesztelésének eredményeit a 16. táblázatban láthatók.  

Létrehoztam három kiindulási modellt, ahol jellemző kiválasztási eljárás nélkül az 

összes akusztikai-fonetikai alapjellemzőt felhasználtam a modell építése során (16. 

táblázat 1-3 sora). A modellek kiértékelését LOOCV eljárással valósítottam meg, és 

egynyelvű magyar és német, illetve többnyelvű magyar+német modelleket hoztam 

létre. Ezzel a három modellel elért eredményeket mint kiindulási eredményeket 

használtam fel a később létrehozott modelljeim eredményeinek kiértékeléséhez. 

A kiindulási eredmények esetében a rendszer csak nagy hibával volt képes becsülni a 

beszélő depressziós súlyosságát, és ahogy várható volt, az egyesített magyar és német 

nyelvű modell esetében (16. táblázat 3. sor) kaptam a legnagyobb hibaértékeket.  
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16. táblázat. Regressziós eredmények egy- és többnyelvű modellek esetében különböző 

tanító és tesztelő adathalmazok esetében 

Eljárás neve 
Jellemző 

kiválasztás 

Tanító 

adathalmaz 

Tesztelő 

adathalmaz 
RMSE MAE 

1. Kiindulási_Német nem 
Német 

Adatbázis 
LOOCV 

14.56 

nők: 12.62 

férfiak: 17.69 

11.58 

nők: 9.99 

férfiak: 14.62 

2. Kiindulási_Magyar nem 
Magyar 

Adatbázis 
LOOCV 

12.43 

nők: 12.65 

férfiak: 12.04 

9.8 

nők: 10.13 

férfiak: 9.26 

3. 

Kiindulási_Magyar+Német 
nem 

Magyar+Né

met 

Adatbázis 

LOOCV 

19.7 

nők: 22.57 

férfiak: 13.13 

15.13 

nők: 17.86 

férfiak: 10.28 

4. Német _Normál igen 

Német 

Adatbázis 

Tanítóalmaza 

Német 

Adatbázis 

Tesztelőhalmaz

a 

8.99 

nők: 9.04 

férfiak: 8.92 

7.54 

nők: 7.86 

férfiak: 7.02 

5. Magyar_LOOCV igen 
Magyar 

Adatbázis 
LOOCV 

8.07 

nők: 7.78 

férfiak: 8.65 

6.31 

nők: 6.07 

férfiak: 6.8 

6. Német_ LOOCV igen 
Német 

adatbázis 
LOOCV 

8.55 

nők: 8.89 

férfiak: 7.88 

7.02 

nők: 7.24 

férfiak: 6.99 

7. Magyar+Német_LOOCV igen 

Magyar+Né

met 

Adatbázis 

LOOCV 

8.59 

nők: 8.5 

férfiak: 8.66 

7.05 

nők: 7.07 

férfiak: 7.02 

Magyar+Né

met 

Adatbázis 

Magyar 

Adatbázis 

8.27 

nők:7.92 

férfiak: 8.86 

6.65 

nők: 6.35 

férfiak: 7.18 

Magyar+Né

met 

Adatbázis 

Német 

Adatbázis 

8.92 

nők: 8.99 

férfiak: 7.96 

7.33 

nők: 7.52 

férfiak: 7.12 

8. Magyar_Német_Normál igen 
Magyar 

Adatbázis 

Német 

Adatbázis 

9.52 

nők: 9.45 

férfiak: 9.67 

7.46 

nők: 7.61 

férfiak: 7.16 

9. Német_Magyar_Normál igen 
Német 

Adatbázis 

Magyar 

Adatbázis 

9.83 

nők: 9.75 

férfiak: 9.98 

7.72 

nők: 7.36 

férfiak: 8.29 

10. 

Magyar+Német_Olasz_Nor-

mál 

igen 

Magyar+Né

met 

Adatbázis 

Olasz Adatbázis 

5.09 

nők: 4.42 

férfiak: 6.55 

4.19 

nők: 3.65 

férfiak: 5.66 

 

A további modellek építése során csak azokat az akusztikai-fonetikai jellemzőket 

használtam fel, amik IV.1. tézisben 95%-os szignifikancia szinten a Magyar 

Depressziós Adatbázis, a Német Depressziós Adatbázis és a két adatbázis egyesítése 

esetén is szignifikáns korrelációt mutattak a depresszió súlyosságával, és külön 
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modellt hoztam létre a női és férfi bemondókra. A jellemző kiválasztási algoritmus 

használata után az eredmények jelentősen javultak.  

A Német Depressziós adatbázist használták az AVEC 2013 versenyben. A versenyben 

az adatbázist felosztották tanító- és tesztelőhalmazra és ez alapján tanítottam be én is 

a modellemet, és valósítottam meg a tesztelést (16. táblázat 4. sor) így lehetőségem 

volt összehasonlítani az akusztikai-fonetikai jellemző számítási és a többnyelvű 

jellemző kiválasztási módszeremet más kutatók nyelvspecifikus módszerével. A 

vizsgálat eredményét (RMSE: 8,99; MAE: 7,54) összehasonlítva az AVEC 2013 

verseny „baseline” eredményével [16] (RMSE: 14,12; MAE: 10,35), jelentős javulás 

látható a depressziós állapot becslésében. Az általam elért eredmények alig maradnak 

el a verseny győztesének nyelvspecifikus eredményétől [17] (RMSE 8,68; MAE: 

7,12). 

További egy-, illetve többnyelvű modelleket hoztam létre, és teszteltem azokat, hogy 

megvizsgáljam a többnyelvű jellemző kiválasztási módszerem hatását a depressziós 

állapot becslésére (16. táblázat 5-7 sora). Az eredményeket összehasonlítva a 

kiindulási eredményekkel a legjelentősebb javulás a magyar+német többnyelvű 

modell esetében figyelhető meg, ahol az RMSE értékében 57%-os relatív csökkenést 

értem el, tehát kijelenthető, hogy az általam alkalmazott statisztikai jellemző 

kiválasztási módszerrel jelentős javulás érhető el többnyelvű modellek esetében. 

Megvizsgáltam még azt is, hogy az általam használt módszerekkel milyen 

pontosságot lehet elérni, ha a tanító- és a tesztelőhalmazban más anyanyelvű beszélők 

vannak (16. táblázat 8-10 sora). Az így elért eredmények elmaradnak attól, mint 

amikor a tanításnál mindkét nyelv mintái szerepelnek (16. táblázat 5-7 sora), de az 

eredmények összehasonlíthatók, és magyar nyelvű tanítás német nyelven való 

tesztelésének (16. táblázat 8. sora) eredménye még mindig jelentősen jobb, mint az 

AVEC 2013 „baseline” eredménye. 

Amikor az egyesített magyar+német adatbázissal tanítottam a modellt, és az olasz 

adatbázison teszteltem, kifejezetten jó eredményeket kaptam, azonban fontos 

megjegyeznem, hogy az olasz adatbázis beszédmintáinak száma alacsony, illetve a 

BDI-értékek szerinti eloszlása lényegesen eltérő a másik két adatbázistól (csak nem 

depressziós és enyhén depressziós személyek beszédmintáit tartalmazza az adatbázis). 
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6. Az eredmények gyakorlati alkalmazhatósága 

Részt vettem a European Space Agency (ESA) Coala projektjében. A projekt célja a 

Concordia kutatóállomáson áttelelő kutatók pszichológia állapotának beszédhang 

alapú megfigyelése volt, különösképpen a depressziós állapot kialakulásának 

jelzésére.  

Kidolgoztam és megvalósítottam a beszélő depressziós állapotát beszédminta alapján 

becsülő rendszert. A megvalósított rendszer többnyelvű modell segítségével francia, 

magyar, német és olasz nyelven használható.  

A megvalósított rendszer segítségével a Concordia kutatóállomáson dolgozó 

személyek depressziós állapotát monitoroztam. Az állomáson dolgozó francia és olasz 

kutatók nagyjából kétheti rendszerességgel felmondtak és rögzítettek egy rövid mesét 

(„Az északi szél és a Nap) az anyanyelvükön. A felvételek rögzítésére 2013-ban, 

2014-ben és 2016-ban került sor. Minden évben 10-12 kutató önkéntesen vett részt a 

kísérletben.  

A feladatom volt a hangminták elemzése, és ez alapján a beszélők depressziós 

állapotának becslése. Mivel a kutatás során nem állt rendelkezésemre megfelelő 

francia és olasz nyelvű depressziós adatbázis, így fontos szempont volt, hogy az 

általam tervezett rendszer alkalmas legyen több nyelven is a depressziós állapot 

becslésére. Az elkészült rendszer folyamatábrája a 4. ábrán látható. 

 

4. ábra. Depressziós állapot becslésére készült rendszer folyamatábrája 

A rendszer bemenetként megkapja a beszédmintát, a beszélő nemét és anyanyelvét, 

és kimenetként megadja a beszélő becsült depressziós súlyosságát a BDI-skála szerint. 

A Normalizáló egység a vizsgált beszédmintát normalizálja amplitúdó szerint. A 

Szegmentáló egység a normalizált beszédminta és a beszélő nyelvének megfelelő 

leirat alapján elkészíti a beszédminta beszédhangszintű szegmentálását kényszerített 
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illesztéssel. A szegmentálás alapján az Akusztikai Előfeldolgozó egység kinyeri a 

megfelelő akusztikai-fonetikai jellemzőket. A Jellemzővektor Generáló egység a 

kiszámított jellemző értékeket a beszélő neme szerinti modell alapján transzformálja 

(mivel a modell tanítása során a jellemző értékek -1 és 1 közötti értékek közé lettek 

normalizálva), és előállítja a modellnek megfelelő jellemzővektort. A Prediktáló 

egység az elkészített jellemzővektor és a beszélő neme szerinti modell alapján elvégzi 

a depressziós állapot becslését a BDI-skála szerint, ami a rendszer végső kimenete.  

A modellek tanítását a IV.2 tézisben bemutatott eljárással készítettem a Magyar és 

Német Depressziós Beszédadatbázisok beszédmintái alapján, annyi módosítással, 

hogy a statisztikai jellemző kiválasztási algoritmus után FFS algoritmust alkalmaztam 

a becslés pontosságának növelésére, amivel a tanító modell LOOCV eljárással való 

tesztelése esetén a hibaértékeket tovább tudtam csökkenteni (RMSE: 8,4; MAE 6,7). 

A kialakított végleges rendszert 12 egészséges, különböző anyanyelvű személyen 

teszteltem (3 francia, magyar, német és olasz). A tesztelés során a hiba RMSE értékre 

9,1-et, míg a MAE értékre 7,3-at kaptam. 

A végleges rendszer nem csak a Concordia kutatóállomáson dolgozó kutatók 

pszichológiai állapotának a becslésére alkalmas, hanem általánosságban egy 

többnyelvű, a depresszió súlyosságát becslő olyan diagnosztikai rendszer 

megvalósításra, ami nem invazívan – egy mese felolvasásával – a depressziós állapot 

meglétére figyelmeztet. Például jól alkalmazható lehet előszűrésre körzeti orvosi 

rendelőkben. 
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8. Rövidítések, jelölések 

AS artikulációs sebesség 
B1 első formánsfrekvencia sávszélessége 

B2 második formánsfrekvencia sávszélessége 

BDI Beck Depression Inventory / Beck depressziós skála 
DSM The Diagnostic and Statistical Manual of Mental Disorders 

f0 alapfrekvencia 

F1 első formánsfrekvencia 
F2 második formánsfrekvencia 

FFS fast forward selection 

HAM-D Hamilton Depression Rating Scale / Hamilton depressziós skála 

LOOCV leave one out crossvalidation / teljes keresztvalidáció 

MAE mean absolute error / átlagos abszolút hiba 

RMSE root mean square error / átlagos négyzetes hiba gyöke 
RoT ratio of transients / tranziensek aránya 

RSZH relatív szünethossz 

SAMPA Speech Assessment Methods Phonetic Alphabet / fonetikus abc 
SVM support vector machine / szupport vektor gép 

SVR support vector regression / support vector regresszió 

WHO World Health Organization / Egészségügyi Világszervezet 
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